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VYUŽITIE SKÓRINGOVÝCH MODELOV PRI PREDIKCII ÚPADKU 
EKONOMICKÝCH SUBJEKTOV V SLOVENSKEJ REPUBLIKE
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Abstract

Applicability of Scoring Models in Firms' Default Prediction. The Case of Slovakia

Bankruptcy prediction has long been regarded as a critical topic within the academic and banking 
community. To the best of our knowledge, no previous study in the Slovak Republic has attempted 
to develop a bankruptcy prediction model putting together statistical and artificial intelligence 
approaches performed on a such an amount of data. This paper seeks to fill this gap. Our aim is to 
develop a hybrid bankruptcy prediction model using a genetic algorithm in the process of training 
a neural network (GA-NN). The research data set comprises a balanced sample of both healthy 
and bankrupt firms operating in Slovakia in the period from 2014 to 2017. Financial information 
regarding a firm's financial situation are acquired from the Finstat database, which stores annual 
reports. For the purpose of comparing the classification accuracy of the proposed GA-NN model, 
two more models are constructed, namely BP-NN (back-propagation neural network model) as 
well as MDA (multiple discrimination model). The results gained by utilizing these models suggest 
the superiority of the developed GA-NN model to both BP-NN and MDA models in terms of 
prediction performance. 

Keywords: bankruptcy prediction, genetic algorithms, hybrid classifier, neural networks, pre-
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Úvod

V oblasti hodnotenia a predikcie finančnej situácie podniku bolo doteraz vytvorených 
množstvo predikčných modelov a v poslednom období sme svedkami mnohých trendov, 
ktorých význam sa v ekonomike zintenzívňuje. Hlavnými hybnými silami stimulujúcimi 
vývoj predikčných modelov boli: (1) prijatie súboru regulačných pravidiel vydaných 
Bazilejským výborom pre bankový dohľad v roku 2004, známych ako Basel II, ktoré 
nastavili nové podmienky pre výšku kapitálových a rizikových požiadaviek pre bankový 
sektor; (2) vypuknutie globálnej finančnej krízy v roku 2008, ktorá sa prejavila úpadkom 
viacerých podnikov a destabilizáciou jednotlivých ekonomík. 

Je dôležité vyhnúť sa izolovanému pohľadu na dôsledky úpadku podniku. Zieba 
a kol. (2016) v tomto smere upozorňujú, že finančná situácia podnikov sa netýka len 
samotného podniku, ale ovplyvňuje aj ekonomiku ako celok. Práve preto vysoké spo-
ločenské a ekonomické náklady ako dôsledky úpadku podnikov prilákali záujem vo 
výskumnej oblasti s cieľom detailnejšieho pochopenia príčin úpadku. 

*1 Matúš Mihalovič (matus.mihalovic@gmail.com), Ekonomická univerzita Bratislava, 
Podnikovohospodárska fakulta Košice.
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Doteraz boli vytvorené viaceré predikčné modely vytvorené na vzorke zahraničných 
podnikov a v odlišnom období, čo znemožňuje ich aplikovateľnosť na Slovensku, a tak sa 
vytvára priestor na výskum v tejto oblasti. V oblasti skúmania predikcie úpadkov na Slo-
vensku boli prvé náznaky zaznamenané len v poslednom období. Fidrmuc a Hainz (2010) 
zistili na vzorke slovenských malých a stredných podnikov využitím probit modelu, že 
ukazovatele rentability a likvidity sú dôležitým determinantom ich úpadku. Delina a Pac-
ková (2013) vytvorili regresný model a na základe porovnania s tromi zahraničnými 
modelmi (Altmanov model, Beermanov model, český IN05 model) potvrdili vyššiu pres-
nosť navrhnutého modelu. Ich zistenia potvrdili tézu o nevhodnosti aplikácie zahranič-
ných modelov v podmienkach slovenskej ekonomiky. Gavurová a kol. (2017) na vzorke 
700 slovenských podnikov došli k záveru, že české modely IN01 a IN05 boli presnej-
šie pri prognózovaní úpadku ako zahraničné modely Altman (1984) a Ohlson (1980). 
Kováčová a Klieštik (2017) hodnotili na vzorke slovenských podnikov výkonnosť dvoch 
modelov, pričom ich výsledky naznačujú, že využitie logit modelu prináša presnejšie 
výsledky ako probit modelu.

Účelom predkladaného príspevku je vytvorenie hybridného predikčného modelu 
finančnej situácie podnikov na vzorke slovenských podnikov, využívajúc neurónové 
siete a genetické algoritmy, a prispieť tak v oblasti predikcie finančnej situácie podnikov 
v Slovenskej republike na vzorke údajov z rokov 2014–2017. Prínosom empirickej štúdie 
by malo byť takisto vyplnenie medzery v aplikácií predikčného modelu finančnej situácie 
na vzorke slovenských podnikov, ktorý pri svojej tvorbe využíva hybridný prístup zapoje-
ním prostriedkov umelej inteligencie a evolučných predikčných prístupov.

Prvá kapitola predstavuje rešerš literatúry a vývojové tendencie využívaných pre-
dikčných modelov úpadku z hľadiska aplikovaných metód. Druhá kapitola vymedzuje 
ciele príspevku, objasňuje metodologický aparát využitý pri budovaní navrhovaného hyb-
ridného predikčného modelu a napokon tretia kapitola rekapituluje dosiahnuté výsledky 
empirického výskumu.

1.  Prehľad literatúry a predikčných modelov úpadku

Keďže štúdia pracuje so štatistickými, ako aj inteligentnými prístupmi, tento typ úlohy 
je známy ako klasifikácia pre štatistické metódy a učenie s učiteľom pre prístupy vyu-
žívajúce umelú inteligenciu. Z formálneho hľadiska môžeme klasifikačný problém 
vnímať nasledujúcim spôsobom: predpokladáme, že máme databázu s n podnikmi 

 1 1( , ), , ( , )n nD x y x y  , v ktorej každý podnik 1 1 2( , , , )i i iMx x x x   je charakte-
rizovaný M premennými definovanými v priestore vstupných premenných XM, pričom

iy   {zdravý podnik, podnik v úpadku} Potom klasifikátor (predikčný model) môžeme 
definovať ako funkciu zobrazenia : Mf X   {zdravý podnik, podnik v úpadku} ktorý 
prognózuje hodnotu y pre jednotlivé podniky x, pričom platí f (x) = y.

Najvýznamnejším a najrozšírenejším užívateľom predikčných modelov úpadku sú nepo-
chybne finančné inštitúcie, najmä komerčné banky, ktorých hlavnou motiváciou je vytvárať 
predikčné modely kreditného rizika vychádzajúce z Bazilejských pravidiel Basel II (2004) 
a Basel III (2010). Tie im ponúkajú možnosť vytvárať vlastné interné ratingy hodnotenia 
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klientov na základe tzv. IRB (internal rating-based) prístupu, ktoré majú zabrániť nedoko-
nalostiam subjektívneho expertného hodnotenia kreditného rizika žiadateľov o úver.

V súčasnosti môžeme pozorovať viaceré tendencie týkajúce sa aplikácie predikč-
ných modelov, pričom Sun a kol. (2014) osobitne poukazujú na tri vývojové tendencie: 
(1) prechod od jednorozmernej analýzy premenných k viacrozmernej predikcii; (2) posun 
od klasických štatistických metód k metódam strojového učenia založených na umelej 
inteligencii a (3) intenzívnejšie zapájanie hybridných a ensemble klasifikátorov. 

Štatistické metódy zahŕňajú jednorozmernú analýzu finančných ukazovateľov, viacroz-
mernú diskriminačnú analýzu (MDA) a logistickú regresiu (logit). Priekopníkom vo využití 
viacrozmernej analýzy pri predikcii úpadku bol Altman (1968), ktorý vytvoril na základe 
viacrozmernej diskriminačnej analýzy známy Z-score model. V rámci štatistických metód 
bola využitá aj logistická regresia (Ohlson 1980), faktorová analýza (Lo, 1986). 

V deväťdesiatych rokoch minulého storočia sa začali presadzovať najmä prístupy 
spojené s výpočtovou inteligenciou, ktoré sa stali v tomto období prevládajúcimi metó-
dami. Prevládajúcim prístupom sa stali umelé neurónové siete, ktoré prvýkrát využili 
na účely predikciu úpadku.

Odom a Sharda (1990), pričom potvrdili superioritu oproti MDA modelu. Spomedzi 
vysokého počtu štúdií využívajúcich neurónové siete v predikčných modeloch uvádzame 
niektoré nedávne relevantné štúdie (Olson a kol. 2012; Fedorova a kol, 2013; Zieba a kol., 
2016; Liang a kol., 2016), ktoré využívajú viacrozmerný perceptron (MLP), sieť radiálne 
bázických funkcií (RBF), učenie vektorovou kvantifikáciou (LVQ) a samoorganizujúce 
mapy (SOM) ako najčastejšie architektúry neurónových sieti. Okrem neurónových sieti 
boli využité aj ďalšie metódy, ako napríklad rozhodovacie stromy (Li a kol. 2010); teória 
podporných vektorov (SVM) (Shin a kol. 2005).

V priebehu posledných desaťročí je citeľný zvyšujúci sa záujem v oblasti biologicky 
a prírodou inšpirovaných optimalizačných metód, založené na Darwinových princípoch pri-
rodzeného výberu a evolúcie. Marqués a kol. (2013) v tejto súvislosti naznačujú, že metódy 
evolučných výpočtov majú schopnosť extrahovať znalosti aj z nepresných a neúplných dát.

Genetické algoritmy (GA) sú inovatívnym prístupom v oblasti umelej inteligencie 
schopným riešiť komplexné problémy a podľa štúdie Gordini (2014) poskytujú viacero 
výhod oproti iným metódam, konkrétne (1) GA sú adaptívne algoritmy schopné neustálej 
inovácie; (2) GA postačuje informácioa o funkcii zdatnosti (fitness function); (3) GA sú 
užitočné pri hľadaní globálneho optima výrazne nelineárnych a nekonvexných funkcii 
bez toho aby uviazali v lokálnom minime. 

Jedným z prvých pokusov využitia genetických algoritmov pri predikcii úpadku 
bola štúdia autorov Backa a kol. (1996), ktorí porovnávali MDA, logit a GA a najlepšie 
výsledky dosiahli pri využití GA modelu. Shin a Lee (2002) preukázali, že GA model je 
užitočným a perspektívnym predikčným modelom úpadku. Podobné výsledky vo svojej 
štúdií dosiahli aj Kim a Han (2003). 

Uspokojivé výsledky dosiahla takisto štúdia Finlay (2009), ktorý porovnal výkon-
nosť logit modelu a klasického regresného lineárneho modelu s GA modelom. Gordini 
(2014) využil GA pri vytvorení predikčných klasifikačných pravidiel pre malé a stredné 
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podniky v Taliansku a s týmto prístupom prekonal výsledky logit a SVM klasifikátorov. 
Podobný prístup použili aj Gorzalczany a Rudzinski (2016), ktorí navrhli automatické 
vytvorenie klasifikátora na základe tzv. fuzzy pravidiel, pričom využili viacúčelový evo-
lučný optimalizačný algoritmus.

Mnohé nedávne štúdie v oblasti predikcie úpadku naznačujú zvýšenie aplikácií vyu-
žiteľnosti hybridných techník (Marqués a kol. 2013; Sun a kol. 2014). Min a kol. (2006) 
navrhli hybridný model kombinujúci GA a SVM a na účely zistenia efektívnosti modelu 
porovnali jeho výsledky s troma ďalšími modelmi: logit, NN a samostatný SVM. Ich 
výsledky naznačujú, že predikčná schopnosť modelu sa zapojením genetických algorit-
mov zvýšila. Oreski a Oreski (2014) využili kombináciu GA a NN na výber premenných 
s následnou tvorbou modelu. Acosta-Gonzalez a Fernandez-Rodriguez (2014) využili 
genetické algoritmy na výber finančných ukazovateľov využitých v logit modeli.

2.  Metodológia a údaje

Štruktúra navrhovaného modelu GA-NN má hybridný charakter, čo v tomto kontexte 
znamená, že pri tvorbe modelu budú využité genetické algoritmy ako spôsob výberu pre-
menných trénujúcich umelé neurónové siete. V tejto štúdií budú využité dve klasifikačné 
metódy, konkrétne viacrozmerná diskriminačná analýza (MDA) a neurónové siete (NN). 
V rámci neurónových sietí budú využité dva rôzne algoritmy učenia siete Backropaga-
tion (BP) a genetické algoritmy (GA). Celkovo tak budú na účely hodnotenia predikčnej 
presnosti využité tri predikčné modely: MDA, BP-NN a GA-NN.

2.1  Predikčné metódy využité pri modelovaní

Kreditný skóring definujú Zhao a kol. (2015) ako súbor modelov rozhodovania, ktoré 
napomáhajú veriteľom posúdiť, či by mala byť žiadosť o úver schválená, alebo odmiet-
nutá. Existujú dva druhy kreditného skóringu, a to tradičné a automatické. V porovnaní 
s tradičným skóringom, ktorý je predmetom výpočtu kreditných manažérov bánk, auto-
matický skóring má viacero výhod: šetrí náklady a čas pri hodnotení nových žiadosti, je 
konzistentný a objektívny. Keďže presnosť skóringu môže výrazne ovplyvniť záujmy 
finančných inštitúcií, výskum v tejto oblasti sa snaží vylepšovať a zdokonaľovať miery 
presnosti vhodnou tvorbou predikčných modelov.

Diskriminačná analýza predstavuje podľa Hair a kol. (2014) klasifikačný problém, 
pri ktorom sú vopred známe dve alebo viacero skupín, pričom jednotlivé pozorovania sa 
klasifikujú do jednej z týchto skupín na základe nameraných hodnôt. Dá sa povedať, že 
lineárna diskriminačná analýza predstavuje metódu redukcie rozmernosti a jej hlavným 
cieľom je premietnuť dáta do priestoru s nižšou rozmernosťou vyznačujúcou sa vyššou 
separabilitou medzi skupinami.

Základnú štruktúru neurónových sieti tvorí orientovaný graf pozostávajúci z vrcho-
lov (neurónov), sú usporiadané vo vrstvách a sú prepojené a hranami (synapsiami) 
(Du a Swamy, 2014). Vstupná vrstva pozostáva zo všetkých vstupných premenných 
v oddelených neurónoch a výstupná vrstva pozostáva zo závislých premenných. Gunther 
a Frisch (2010) približujú funkciu najjednoduchšieho viacvrstvového perceptronu (MLP):



693Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

    0 0
1

 
n

T
i i

i

o f w w x f w


 
    

 
x w x , (1)

kde w0 označuje konštantu, w = (w1, ..., wn) je vektor obsahujúci všetky synaptické váhy 
bez konštanty a x = (x1, ..., xn) je vektor všetkých vstupných premenných. S cieľom zvý-
šenia flexibility modelovania, môžu byť pripojené aj skryté vrstvy. Funkciu MLP so skry-
tou vrstvou  pozostávajúca z J skrytých neurónov vypočítame ako:

0 0
1 1

( ) .
J n

j j ij i
j i

o f w w f w w x
 

  
    

  
 x  =

 0 0
1 1

. ,  
J n

T
j j

j i

f w w f w
 

  
    

  
  jw x  (2)

kde w0 označuje konštantu výstupného neurónu a w0 j  konštantu j-tého skrytého neurónu, 
wj znamená synaptickú váhu prislúchajúcu synapsii začínajúcej na j-tom skrytom neuróne 
a vedúcej k výstupnému neurónu a wj = (w1, ..., wn) je vektor všetkých synaptických váh 
synapsií vedúcich k j- tému skrytému neurónu.

Všetky skryté a výstupné neuróny počítajú výstup                                           

     0 1( , , , )kf g z z z f g  z  (3)

z výstupov všetkých predchádzajúcich neurónov z0, z1, ..., zk , kde integračná funkcia g  
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Ako aktivačná funkcia bola využitá logistická sigmoidná funkcia vzhľadom na binárny 
charakter našich výstupných premenných, keďže táto funkcia zobrazuje výstupy každého 
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Neurónová sieť vypočíta výstup o (x) pre dané vstupy x a váhy a algoritmus učenia vypo-
číta chybovú funkciu. Pri modelovaní siete bola využitá suma štvorcov odchýlok (SSE), 
ktorá udáva rozdiel medzi predikovanými a pozorovanými výstupmi, kde l = 1, ..., L 
predstavujú dané dvojice vstup‒výstup a h = 1, ..., H sú výstupné uzly.
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Pri objasnení postupu práce genetických algoritmov vychádzame z procedúry navrhnutej 
v publikácii Haupta a Haupta (2004). Inicializačná fáza genetických algoritmov začína 
vytvorením jedincov. Celý navrhnutý proces priraďovania hodnoty fitness, selekcie, 
rekombinácie a mutácie je opakovaný dovtedy, kým nie je dosiahnuté kritérium zastave-
nia. Pokiaľ sa táto úroveň nedosiahne, model začína celý proces odznova podľa nastave-
nej úrovne počtu generácií. Predikčný model s najmenšou chybou výberu spomedzi všet-
kých aplikovaných kombinácií je vybraný ako reprezentatívny tréningový model, ktorého 
výsledky, presnosť a výkonnosť bude následne otestovaná na testovacej množine dát.

2.2 Výber vzorky a použité údaje

Výber vzorky

Pri tvorbe vzorky bol využitý stratifikovaný výber, ktorý v oblasti predikcie úpadku pod-
nikov ponecháva všetky podniky v úpadku, ktoré majú dostupné údaje, vo vzorke, zatiaľ 
čo vyberá iba časť zdravých podnikov z celkovej populácie tak, aby bol zabezpečený rov-
naký počet zdravých podnikov a podnikov v úpadku vo vzorke. Ako uvádzajú Tian a kol. 
(2015), využíva sa pri tom párovanie vzoriek, pri ktorých ako kritéria výberu zdravých 
podnikov boli využité veľkosť podniku a odvetvie, v ktorom pôsobí. 

Pri výbere podnikov v úpadku bola využitá právna definícia úpadku podniku podľa 
zákona č. 7/2005 Z. z. o konkurze a reštrukturalizácií. Podnik bol zaradený do vzorky, ak 
bol na jeho majetok vyhlásený konkurz alebo bola povolená reštrukturalizácia. Účtovné 
závierky boli získané z databázy podnikových informácií Finstat. Ak napríklad voči pod-
niku bolo začaté konkurzné konanie v roku 2016, údaje o ňom boli čerpané z účtovnej 
závierky za rok 2015.

S cieľom kompenzácie nesymetrického rozdelenia podnikov vo vzorke boli vytvo-
rené dve podvzorky podnikov (podniky v úpadku a zdravé podniky) rovnakej veľko-
sti. Keďže podľa vopred definovaných kritérií bolo do vzorky zaradených 640 podnikov 
v úpadku, vzorka bola následne doplnená o 640 zdravých podnikov v súlade s párovaním 
vzoriek, čím celková vzorka tvorí finálny súbor 1 280 podnikov. 

Výber premenných

Cieľom procesu výberu premenných je vyfiltrovať nereprezentatívne premenné s nízkou, 
rovnakou alebo žiadnou prediktívnou informáciou z daného súboru dát. Pri výbere počia-
točného súboru premenných modelu GA-NN sme vychádzali z finančných ukazovate-
ľov, ktoré boli využité v doterajších štúdiách pri tvorbe predikčných modelov. V prvej 
fáze redukcie premenných boli premenné predmetom skúmania deskriptívnej štatistiky, 
testovania zhody rozdelenia premenných s teoretickým normálnym rozdelením (Kol-
mogorovov-Smirnovov test), zhodnotenia štatisticky významných rozdielov využitím 
Mannova-Whitneyova U testu a korelačnej analýzy s cieľom vyhnúť sa problémom spô-
sobených kolinearitou. Druhá fáza redukcie redundantných premenných bola realizovaná 
prostredníctvom stochastickej optimalizačnej metódy genetické algoritmy. 
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Hodnotenie výkonnosti modelov

Na hodnotenie výkonnosti modelov bolo využitých päť hodnotiacich kritérií, ktorých 
hodnoty je možné získať výpočtom z tabuľky 1. 

Tabuľka 1 |  Kontingenčná tabuľka

Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) TP (skutočne pozitívny) FP (falošne pozitívny)

NB (zdravý podnik) FN (falošne negatívny) TN (skutočne negatívny)

Zdroj: vlastné spracovanie

Z kontingenčnej tabuľky vychádza výpočet jednotlivých hodnotiacich kritérií, kto-
rých bližší popis je uvedený v publikácii Ramachandran a Tsokose (2009). 

Chyba prvého druhu pri predikcii nastáva vtedy, ak model nesprávne klasifikuje 
podnik v úpadku ako zdravý podnik, naopak Chyba druhého druhu nastáva v prípade, ak 
model nesprávne klasifikuje zdravý podnik ako podnik v úpadku. Ak uvažujeme o finanč-
ných inštitúciách ako o užívateľoch predikčného modelu, Chyba prvého druhu je pre nich 
závažnejšia ako Chyba druhého druhu, keďže poskytnú prostriedky aj podnikom, ktoré 
majú veľkú pravdepodobnosť úpadku. V prípade, že neposkytnú prostriedky zdravému 
podniku, tak pre nich strata predstavuje len náklady stratených príležitosti. 

Ďalším hodnotiacim kritériom je Presnosť predikcie, ktorý hodnotí celkovú výkon-
nosť modelu, teda podiel všetkých podnikov, ktoré model dokázal správne klasifiko-
vať voči všetkým podnikom vo vzorke. Pre výpočet hodnotiaceho kritéria G-priemer 
je potrebné najprv vypočítať senzitivitu a špecificitu. Kým senzitivita v tomto prípade 
vyjadruje, aký podiel podnikov v úpadku dokáže model správne klasifikovať z celkového 
počtu podnikov v úpadku vo vzorke, špecificita podáva informáciu o podiele zdravých 
podnikov, ktoré model dokázal správne označiť za zdravé (Corder a Freeman, 2014). 
Ukazovateľ G-priemer potom vypočítame ako:

–g priemer špecificita senzitivita  .

Posledným nástrojom hodnotenia presnosti predikcie modelov je F-ukazovateľ, ktorý 
predstavuje harmonický priemer senzitivity a špecificity.

3.  Výsledky empirického výskumu

Obdobia skúmania všetkých troch modelov sú identické (2014‒2017), pričom odlišný je 
spôsob výberu premenných. Pri modeli MDA bola na výber premenných použitá jednoroz-
merná analýza vo forme t-testu, pričom z počiatočného súboru 18 premenných bolo vybra-
ných päť premenných s najvyššími rozdielmi strednej hodnoty medzi zdravými podnikmi 
a podnikmi v úpadku, ktoré boli následne využité aj na trénovanie modelu BP-NN. 
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3.1  Výsledky modelu MDA

Pri tvorbe modelu MDA boli využité premenné získané výberom detailnejšie opísaným 
v príspevku Mihalovič (2015). 

Tabuľka 2 | Dosiahnuté výsledky modelu MDA

Premenná Wilk´s lambda F-štatistika p-hodnota

Čistý zisk/Celkové aktíva 0,9689 7,5084 0,007*

Obežný majetok/Krátkodobé záväzky 0,9463 13,2554 0,000*

Krátkodobé záväzky/Celkové aktíva 0,9766 5,5977 0,019*

Pracovný kapitál/Celkové aktíva 0,9868 3,1001 0,079

Obežný majetok/Celkové aktíva 0,9990 0,2275 0,634

Funkcia
Vlastné 

číslo

Kanonické 

R2

Wilk΄s 

lambda
Chí-kvadrát

Stupne 

voľnosti
p-hodnota

1 0,10007 0,0909 0,372 20,181 4 0,000*

Štruktúrovaná matica

Nezávislá premenná Diskriminačná korelácia

Čistý zisk/celkové aktíva −0,5846

Obežný majetok/krátkodobé záväzky −0,7677

Krátkodobé záväzky/celkové aktíva 0,5068

Pracovný kapitál/celkové aktíva −0,3791

Obežný majetok/celkové aktíva −0,1033

Zdroj: vlastné spracovanie

Výsledky Wilk´s lambda testu (tabuľka 2) naznačujú, že hodnoty kombinácie nezá-
vislých premenných tvoriace model MDA nie sú pre dve skupiny podnikov rovnaké 
(p-hodnota 0,000). Inými slovami môžeme konštatovať, že kanonická diskriminačná 
funkcia vytvorenej vzorky dokáže kvalitne rozlišovať medzi dvoma heterogénnymi sku-
pinami podnikov. Takisto môžeme poznamenať, že 37,2 % variability v diskriminačnom 
skóre rozdielnych skupín nedokáže model vysvetliť. Najvyšší stupeň závislosti v rámci 
ukazovateľov bol zaznamenaný pri premennej Obežný majetok/Krátkodobé záväzky 
v negatívnom smere. To znamená, že čím nižšia hodnota tohto ukazovateľa, tým vyššia 
pravdepodobnosť úpadku podniku.
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Tabuľka 3 | Kontingenčná tabuľka výsledkov modelu MDA 

Tréningová vzorka (n = 1 024)
Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) 304 165

NB (zdravý podnik) 226 325

Testovacia vzorka (n = 256)
Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) 56 24

NB (zdravý podnik) 67 109

Zdroj: vlastné spracovanie

Model MDA (tabuľka 3) dokázal správne klasifikovať 629 podnikov z tréningovej 
vzorky 1 024 podnikov. Na testovacej vzorke správne klasifikoval 165 podnikov. 

3.2  Výsledky modelu BP-NN

Výsledkom trénovania neurónovej siete je určenie výstupnej premennej pre každý podnik 
v tréningovej vzorke, ktorý je následne porovnávaný so skutočnou hodnotu výstupnej pre-
mennej. Porovnávaním týchto hodnôt dokážeme určiť, akých chýb sa navrhnutý model 
dopúšťa a akú výkonnosť má daný model pri predikcii na testovacej vzorke podnikov. 
Výsledky sme zaznamenali v tabuľke 4.

Tabuľka 4 | Kontingenčná tabuľka výsledkov modelu BP-NN

Tréningová vzorka (n = 1 024)
Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) 447 66

NB (zdravý podnik) 127 384

Testovacia vzorka (n = 256)
Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) 101 12

NB (zdravý podnik) 27 116

Zdroj: vlastné spracovanie

Model BP-NN správne klasifikoval na tréningovej vzorke 831 podnikov z cel-
kového počtu 1 024, pričom presnejší bol pri hodnotení finančnej situácie podnikov 
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v úpadku (447) ako pri klasifikácií zdravých podnikov (384). Tento model sa dopustil 
výraznejších chýb v situácii, kedy označil zdravé podniky ako podniky v úpadku (127), 
kým v opačnom prípade model chybne klasifikoval podnik upadajúci ako podnik zdravý 
v celkom 66 prípadoch. V prípade testovacej vzorky model dokázal klasifikovať správne 
217 z 256 podnikov, pričom rovnako ako v prípade tréningovej vzorky viac chýb bolo 
zaznamenaných v prípadoch, kedy bol zdravý podnik označený ako podnik v úpadku 
(27 oproti 12 prípadom).

3.3  Výsledky modelu GA-NN

Hybridný model GA-NN využíva 12 vstupných premenných, ktoré sú výsledkom dvoj-
fázovej redukcie  počiatočného súboru 58 premenných. Ešte pred samotným procesom 
tréningu bola vzorka 1 280 podnikov rozdelená na tréningovú a testovaciu množinu 
v pomere 80:20 v prospech tréningovej množiny.1 

Prvotným krokom pri tvorbe GA-NN modelu bolo vytvorenie populácie 50 binár-
nych reťazcov (chromozómov) so šiestimi premennými, z ktorých každý tvorí jedinečnú 
štruktúru neurónovej siete. Počet generácií bol nastavený na 70, vychádzajúc z výsledkov 
predchádzajúcich experimentov2, podľa ktorých priemerné fitness v populácií zvyčajne 
konverguje k stabilnej hladine po 60 generáciách. Zhrnutie nastavenia parametrov pred 
spustením GA-NN modelu viz tabuľka 5.

Finálny hybridný model GA-NN pozostáva zo šiestich vstupných premenných, 
ktoré algoritmus vybral ako najlepšiu kombináciu s najvyššou predikčnou schopnosťou. 
Najvyššiu predikčnú schopnosť mal model s týmito 6 premennými: Pridaná hodnota/
Tržby, EBIT/Celkové aktíva, Pracovný kapitál/Celkové aktíva, Celkové záväzky/EBITDA, 
Neobežný majetok/Celkové aktíva, Likvidita 3. stupňa. Následne boli na základe vybra-
ných vstupných premenných údaje otestované na testovacej vzorke. 

Evolučný proces genetických algoritmov sa so zvyšujúcim počtom generácií zdoko-
naľoval, čoho výsledkom je zvyšujúca sa hodnota fitness, reprezentovaná ukazovateľom 
Predikčná presnosť. Výkonnosť modelu GA-NN bola rovnako hodnotená pomocou pia-
tich hodnotiacich kritérií. 

Navrhnutý model GA-NN správne klasifikoval 941 podnikov z celkového súboru 
1 024 podnikov na tréningovej vzorke, pričom celkovo presnejšie klasifikoval zdravé 
podniky (498 prípadov) ako podniky v úpadku (443 prípadov). Relatívne vyššie chyby 
model zaznamenal pri posudzovaní podnikov v úpadku, keď ich v 52 prípadoch ozna-
čil ako zdravé podniky. Na testovacej vzorke podnik správne klasifikoval 234 prípadov 
a podobne ako na tréningovej vzorke bol presnejší pri hodnotení finančnej situácie zdra-
vých podnikov.

1 Približne rovnaký podiel (od 70–85) bol použitý aj v doterajších empirických štúdiách; napr. Oreski 
a Oreski (2014); Zhou a kol. (2015); Chen a kol. (2011).

2 Pozri napr. Brabazon a Keenan (2004). 
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Tabuľka 5 | Parametre hybridného modelu GA-NN

Parameter Hodnota

Algoritmus učenia Genetické algoritmy

Celkový počet vstupných premenných 12

Počet premenných v binárnom reťazci 6

Veľkosť populácie 50

Počet generácií 70

Miera kríženia 50 %

Pravdepodobnosť mutácie 1 %

Elitné chromozómy 1

Fitness funkcia Predikčná presnosť

Charakter závislej premennej Binárna (1 – podnik v úpadku, 0 – zdravý podnik)

Metóda selekcie Ruletové koleso

Počet neurónov v skrytej vrstve 2

Prah 0,01

Počet opakovaní procesu tréningu 3

Chybová funkcia SSE (suma rozdielu štvorcov)

Aktivačná funkcia Logistická funkcia

Podiel tréningová: testovacia vzorka 80:20

Zdroj: vlastné spracovanie

Tabuľka 6 | Kontingenčná tabuľka výsledkov modelu GA-NN

Tréningová vzorka (n = 1 024)
Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) 443 32

NB (zdravý podnik) 51 498

Testovacia vzorka (n = 256)
Skutočný stav

B (podnik v úpadku) NB (zdravý podnik)

Predikcia
B (podnik v úpadku) 105 15

NB (zdravý podnik) 7 129

Zdroj: vlastné spracovanie
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3.4  Porovnanie predikčnej schopnosti modelov

V príspevku boli navrhnuté tri predikčné modely úpadku podnikov, ktorých klasifikačná 
presnosť bola postupne hodnotená na základe piatich hodnotiacich kritérií. V nasledujú-
cich riadkoch predkladáme dosiahnuté výsledky navrhnutých modelov (viz tabuľka 7).

Tabuľka 7 | Zhodnotenie celkovej výkonnosti piatich modelov

     Tréningová vzorka Testovacia vzorka

MDA BP-NN GA-NN MDA BP-NN GA-NN

Chyba prvého druhu 42,62 % 22,13 % 10,32 % 54,38 % 21,1 % 6,25 %

Chyba druhého druhu 33,33 % 14,67 % 6,04 % 18,03 % 9,38 % 10,42 %

Presnosť predikcie 61,86 % 81,15 % 91,89 % 64,41 % 84,77 % 91,22 %

G-priemer 0,678 0,7926 0,9089 0,6524 0,8321 0,8927

F-ukazovateľ 0,6211 0,7851 0,8937 0,607 0,821 0,8941

Zdroj: vlastné spracovanie

V rámci hodnotenia výkonnosti navrhnutých modelov môžeme jednoznačne konšta-
tovať, že MDA model dokázal správne klasifikovať zdravé podniky a podniky v úpadku 
s najnižším stupňom presnosti. Kým na tréningovej vzorke správne zaradil do binár-
nej skupiny 61,86 % podnikov, na testovacej vzorke 64,41 % podnikov. Takto nízka 
predikčná schopnosť modelu sa prejavila aj veľmi vysokými hodnotami najmä Chyby 
prvého druhu, čo znamená, že ak by bola užívateľom modelu MDA finančná inštitúcia 
poskytujúca úvery, ktorá hodnotí finančnú situáciu podniku týmto modelom, poskytla by 
úver 54,38 % podnikom, ktoré model označil za zdravé, pričom tie by sa v skutočnosti 
dostali do úpadku. Táto skutočnosť zreteľne poukazuje na neakceptovateľnosť využitia 
takéhoto modelu.

Výkonnosť modelu BP-NN je charakteristická v tom, že v porovnaní s tréningovou 
vzorkou (81,15 %) má testovacia vzorka vyššiu predikčnú schopnosť (84,77 %). Vyššia 
výkonnosť testovacej vzorky sa prejavila aj nižšími hodnotami Chýb prvého a druhého 
druhu v porovnaní s tréningovou vzorkou. Výrazne vyššie boli zaznamenané hodnoty 
pri Chybách prvej triedy, teda model bol výrazne presnejší pri klasifikovaní zdravých 
podnikov, ktoré označil za upadajúce. Vysoká hodnota Chyby prvého druhu sťažuje vyu-
žiteľnosť modelu v podmienkach hodnotenia finančnej situácie podnikov pri poskytovaní 
úverových prostriedkov. 

Hybridný model GA-NN mal spomedzi všetkých posudzovaných modelov najvyššiu 
predikčnú presnosť nielen na tréningovej vzorke (91,89 %), ale aj na testovacej (91,22 %).
Predikčná presnosť testovacej vzorky modelu GA-NN sa výrazne nelíši od tréningo-
vej vzorky, čo môžeme považovať za pozitívny signál vysokej generalizácie výsledkov 



701Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

modelu. Túto klasifikačnú schopnosť model dosiahol evolučným procesom po trénovaní 
siete počas 70 generácií. Model len v 6,25 % prípadoch nesprávne klasifikoval podnik 
v úpadku ako zdravý podnik, zatiaľ čo v 10,42 % prípadoch označil zdravý podnik za upa-
dajúci. Zaujímavé je, že na testovacej vzorke model dosiahol nižší stupeň Chyby prvého 
druhu (6,25 %) ako na tréningovej vzorke (10,42 %). Naopak Chyba druhého druhu bola 
vyššia na testovacej vzorke. Obidve zaznamenané hodnoty sú však uspokojivé a preto 
môžeme model označiť ako najvýkonnejší z navrhnutých modelov.

Záver

Keďže v podmienkach Slovenskej republiky zahraničné predikčné modely nedisponujú 
dostatočným stupňom predikčnej presnosti, v predkladanej štúdií bol navrhnutý vlastný 
predikčný model GA-NN, ktorý je kombináciou genetických algoritmov využívaných 
na výber premenných a neurónovej siete na proces učenia dát a adaptácie funkčného 
vzťahu medzi vstupnými premennými.

Na porovnanie výkonnosti modelov boli vytvorené ďalšie dva modely, konkrétne 
MDA model a BP-NN model. Predikčná presnosť modelov bola hodnotená piatimi kri-
tériami: Chyba prvého druhu, Chyba druhého druhu, Presnosť predikcie, G-priemer 
a F-ukazovateľ. Modely boli vytvorené na tréningovej vzorke, pričom výsledky boli 
generalizované na testovacej vzorke podnikov. 

Výsledky porovnávania výkonnosti modelov jednoznačne potvrdili predpoklad, že 
využitie hybridného modelu GA-NN prevyšuje výkonnosť ostatných modelov na skúma-
nej vzorke podnikov. Model GA-NN mal v rámci posudzovaných modelov najvyššiu pre-
dikčnú presnosť na tréningovej vzorke (91,89 %), ako aj na testovacej vzorke (91,22 %).
Tieto výsledky na vzorkách sa výrazne nelíšia, čo je dobrý predpoklad generalizácie 
výsledkov aj na iných vzorkách v budúcnosti. Navrhnutý model sa vyznačuje aj nízkymi 
podielmi Chyby prvého a druhého druhu (6,25 %, resp. 10,42 %) na testovacej vzorke 
podnikov. Dosiahnuté výsledky sú v súlade s empirickými zisteniami štúdií ako napr. 
Oreski a Oreski (2014); Liang a kol. (2015) či du Jardin (2017).

Možnosti využitia modelu GA-NN vnímame z viacerých perspektív. Model môže 
byť z makroekonomického hľadiska využitý pri hodnotení finančnej stability krajiny ako 
nástroj odhadu kreditného rizika bánk, prípadne môže slúžiť aj ako analytický indikátor 
úveryschopnosti slovenských podnikov. Potenciál využitia vidíme napríklad aj v legislatíve, 
v ktorej sa v súčasnosti na identifikáciu úpadku využíva jediný ukazovateľ Vlastné imanie/
Záväzky. Myslíme si, že je reálne využívať nástroj v podobe modelu GA-NN, ktorý dokáže 
identifikovať podniky v úpadku s vyššou predikčnou presnosťou ako jeden ukazovateľ.

Z hľadiska interpretovateľnosti výsledkov modelu GA-NN musíme poukázať 
na jednu nevýhodu. Hoci tradičné štatistické modely sa vyznačujú nižšou klasifikačnou 
presnosťou, ich výsledky sú jednoduchšie interpretovateľné a je možné vyčísliť význam-
nosť a prínos jednotlivých vstupných premenných pri predikcii výstupnej premennej. 
Výsledky modelov využívajúcich neurónové siete majú povahu čiernej skrinky, keďže 
nie je možné pozorovať ich vnútornú štruktúru a tak efektívne posúdiť výsledky. Tento 
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nedostatok však je kompenzovaný vyššou presnosťou predikcie na testovacej vzorke, 
ktorý presahuje 90 %. Ďalším nedostatkom je malý rozsah použitých tréningových dát, 
ktorý vyplýva z výberu vzorky, v ktorej boli vybrané podniky v úpadku a k nim priradené 
zdravé údaje na základe stratifikovaného výberu vzorky. Väčší rozsah dát by mohol viesť 
k zvýšeniu vypovedacej schopnosti a interpretovateľnosti modelov.

Ďalšou nedokonalosťou, ktorú je potrebné spomenúť, je závislosť na účtovných 
informáciách pri tvorbe modelu. To zo sebou prináša viacero nevýhod, ako napríklad 
(1) nedostatok teoretického základu modelu; (2) využité informácie majú historický cha-
rakter; (3) hodnoty v účtovných výkazoch môžu byť predmetom nekalých účtovných 
praktík, ktoré môžu spôsobiť ich zníženú reprezentatívnosť. Z metodologického hľadiska 
bolo potrebné zosúladiť účtovné závierky, ktorých štruktúra prešla v roku 2016 zmenou 
a bolo potrebné zachovať jednotu výpočtu ukazovateľov. Navyše, podniky sú dnes čoraz 
komplexnejšie, keďže trendom sú fúzie, akvizície, či prebratia zahraničnými spoločnos-
ťami, ktoré sťažujú výber vzorky a získavanie finančných ukazovateľov. Z uvedených 
dôvodov bude v budúcnosti dôležité zahrnúť tiež makroekonomické ukazovatele, či kva-
litatívne informácie.

Navrhnutý model je v budúcnosti možné aktualizovať, prehodnocovať a meniť para-
metre. Vyššia miera prispôsobenia architektúry modelu podmienkam ekonomického pro-
stredia môže dokonca zvýšiť jeho predikčnú schopnosť. Ako možný smer vývoja modelu 
v budúcnosti považujeme jeho užšiu špecifikáciu. Väčšie uplatnenie by si mohol nájsť 
napríklad pri odhaľovaní špecifickejšej vzorky z pohľadu veľkosti podnikov, veku pod-
nikov či odvetvia. 
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Prílohy

Príloha 1 | Procedúry genetického algoritmu

1.

Definovať parametre modelu – kritérium zastavenia algoritmu, počet generácií, 
pravdepodobnosť mutácie, metóda selekcie, metóda priradenia fitness, veľkosť populácie, 
počet jedincov

2. Vytvoriť počiatočný náhodný súbor m binárnych chromozómov

3. opakuj

4.

 

Pre každý chromozóm

5. Trénuj model a vypočítaj fitness pre chromozómy

6.        ukonči

7. pre k = 1 ... veľkosť populácie /2 vykonaj:

8. Vyber dva chromozómy na základe metódy Ruletové koleso

9.
Urob kríženie: náhodne vyber bod kríženia (loci) a zameň 
všetky gény v chromozóme za týmto bodom

10.
Mutácia: náhodne zameň binárne hodnoty génov v  novom 
chromozóme potomka s pravdepodobnosťou pm

11.     koniec

12.  pokiaľ Nie je splnené kritérium zastavenia

Príloha 2 | Topológia neurónovej siete s algoritmom backpropagation

Zisk.A

OM.KZ

KZ.A

PK.A

OM.A

B.NB

Chyba: 35,427015  Počet kroků: 39870

–3,68598

3,68598

 3
,0

01
66

–7
,57

23
7

4,04583

0,89698

10,03957

–0.37012

0,03148

3,52363

–13,69059

–2,07404
–1,43651

7,43541

–4,6918

11

Zdroj: vlastné spracovanie

Zdroj: vlastné spracovanie



704 Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

P
rí

lo
h

a
 3

  |
  D

e
s

k
ri

tp
ív

n
a

 š
ta

ti
s

ti
k

a
 p

re
m

e
n

n
ý

c
h

 n
a

 v
z

o
rk

e
 v

š
e

tk
ý

c
h

 p
o

d
n

ik
o

v

U
k

a
z

o
v

a
te

ľ
m

in
im

u
m

1
.k

v
a

rt
il

m
e

d
iá

n
p

ri
e

m
e

r
2

.k
v

a
rt

il
m

a
x

im
u

m
š

t.
 o

d
c

h
ý

lk
a

š
ik

m
o

s
ť

š
p

ic
a

to
s

ť
K

-S
 t

e
s

t

E
B

IT
/Z

−1
24

,7
28

−
0,

15
2

0,
01

6
3,

51
7

0,
22

6
2 

23
8,

67
87

,7
4

25
,2

7
64

0,
85

0,
21

71
(0

,0
00

)

p
ri

rá
ž

k
a

−3
,0

67
0,

02
4

0,
19

7
1,

13
6

0,
58

0
86

,5
6,

39
10

,4
6

11
9,

26
0,

29
66

(0
,0

00
)

D
S

Z
−1

95
8

87
20

5
21

50
2

57
4

7 
98

5 
72

1
32

6 
50

2,
5

22
,5

9
54

0,
45

0,
99

54
(0

,0
00

)

D
O

A
−1

13
7

25
7

18
66

1
63

6
3 

65
6 

01
9

19
5 

97
3,

6
13

,8
9

21
5,

98
0,

98
78

(0
,0

00
)

L
3

−1
2,

89
3

0,
40

6
0,

95
5

2,
35

1
1,

73
8

10
1,

27
7

6,
89

8,
51

92
,6

3
0,

47
86

(0
,0

00
)

Z
/A

0,
00

2
0,

52
7

0,
88

1
56

,3
51

1,
43

4
14

 4
34

,8
8

67
3,

82
17

,2
2

33
4,

74
0,

49
08

(0
,0

00
)

Z
/E

B
IT

D
A

−1
46

 2
43

,8
−3

,3
7

0,
80

−2
23

,4
3

6,
84

93
2,

05
5 

71
9,

61
−2

5,
44

64
6,

55
0,

42
05

(0
,0

00
)

A
/Z

0,
00

01
0,

69
7

1,
13

6
5,

51
0

1,
89

6
52

8,
1

34
,6

11
,3

9
14

3,
06

0,
53

36
(0

,0
00

)

N
M

/A
0,

00
0

0,
15

1
0,

32
5

0,
36

4
0,

51
7

1,
49

4
0,

27
0,

72
0,

01
0,

48
93

(0
,0

00
)

P
H

/T
−

42
,4

78
0,

02
2

0,
15

0
−

0,
04

7
0,

36
3

1,
00

0
2,

29
−1

4,
95

25
0,

07
0,

30
12

(0
,0

00
)

E
B

IT
D

A
/A

−3
25

1
−

0,
13

6
0,

04
−

4,
60

7
0,

18
4

3 
53

7,
23

5
21

1,
09

0,
03

22
0,

97
0,

24
46

(0
,0

00
)

P
K

/V
I

−7
8,

84
1

0,
38

4
0,

91
0

1,
25

8
1,

10
5

34
1,

22
0

14
,5

1
19

,4
7

45
9,

95
0,

41
28

(0
,0

00
)

Z
/V

I
−3

90
,1

32
−1

,7
67

0,
37

3
2,

42
2

2,
29

8
35

5,
58

5
31

,11
1,

25
76

,3
1

0,
27

22
(0

,0
00

)

N
O

P
A

T
/V

I
−1

5,
10

6
0,

02
8

0,
25

1
0,

51
2

0,
80

8
67

,0
16

3,
18

14
,4

6
29

5,
41

0,
30

43
(0

,0
00

)

Z
is

k
/Z

−5
8,

10
1

−
0,

15
5

0,
00

3
3,

46
5

0,
17

2
2 

23
8,

44
4

87
,6

2
25

,3
8

64
4,

37
0,

22
48

(0
,0

00
)

P
H

/O
M

−2
 8

40
,6

7
0,

02
6

0,
31

5
28

,7
62

0,
82

4
14

 3
52

,7
14

61
8,

89
20

,1
4

44
9,

16
0,

30
28

(0
,0

00
)

F
Ú

/K
Z

−1
,1

62
0,

00
6

0,
06

6
1,

89
9

0,
52

2
30

6,
67

14
,7

2
16

,2
3

30
1,

8
0,

46
18

(0
,0

00
)

E
B

IT
/A

−
5 

97
7,

57
1

−
0,

17
6

0,
01

3
−2

2,
85

9
0,

14
2

73
7,1

47
31

2,
49

−1
5,

81
26

9,
27

0,
26

45
(0

,0
00

)

P
K

/N
M

−2
04

 8
13

−1
,0

5
0,

16
−

61
2,

2
2,

11
89

7,1
8

9 
08

2,
94

−1
9,

43
40

8,
15

0,
25

38
(0

,0
00

)

K
Z

/T
−

0,
02

3
0,

17
0,

41
8

22
,7

33
1,

12
9

6 
17

7,
88

5
31

7,
52

17
,8

6
32

2,
8

0,
48

78
(0

,0
00

)

D
IK

P
−

4 
76

1,
8

30
,8

73
,8

6 
84

0,
5

16
3,

1
1 

73
9 

44
7

91
 0

16
,3

9
16

,4
28

1,
59

0,
97

55
(0

,0
00

)

Z
is

k
/P

H
−2

 6
82

,4
−

0,
20

8
0,

19
8

17
,4

08
0,

72
5

12
 4

43
,3

83
50

3,
12

22
,8

5
56

7,
37

0,
18

50
(0

,0
00

)

P
K

/A
−

41
 0

47
,5

3
−

0,
43

0,
06

−
93

,6
4

0,
39

1,
00

0
1 

64
2,

63
−2

3,
84

58
8,

29
0,

16
06

(0
,0

00
)

K
Z

/A
−

0,
06

0,
28

0,
58

94
,3

3
1,

05
41

 0
48

,11
1 

64
2,

63
23

,8
4

58
8,

29
0,

48
78

(0
,0

00
)

C
F

/P
H

−2
 6

82
,4

0,
00

7
0,

37
9

18
,3

62
0,

84
5

12
 4

43
,3

83
50

2,
41

22
,9

4
57

0,
43

0,
24

77
(0

,0
00

)

Zd
ro

j: 
vl

as
tn

é 
sp

ra
co

va
ni

e



705Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

P
rí

lo
h

a
 4

  |
  R

o
z

d
ie

ly
 v

 u
k

a
z

o
v

a
te

ľo
c

h
 m

e
d

z
i 

d
v

o
m

a
 s

k
u

p
in

a
m

i 
a

 M
a

n
n

o
v

-W
h

it
n

e
y

o
v

 t
e

s
t

U
k

a
z

o
v

a
te

ľ
V

še
tk

y
 p

o
d

n
ik

y
Z

d
ra

v
é

 p
o

d
n

ik
y

P
o

d
n

ik
y

 v
 ú

p
a

d
k

u
M

a
n

n
o

v
-

W
h

it
n

e
y

o
v

 

U
 T

e
st

p
ri

e
m

e
r

št
. o

d
c

h
ý

lk
a

m
e

d
iá

n
p

ri
e

m
e

r
št

. o
d

c
h

ý
lk

a
m

e
d

iá
n

p
ri

e
m

e
r

št
. o

d
c

h
ý

lk
a

m
e

d
iá

n

E
B

IT
/Z

3,
51

7
87

,7
4

0,
01

6
0,

91
4,

72
0,

17
6,

12
12

4,
04

−
0,

12
0,

00
0*

p
ri

rá
ž

k
a

1,
13

6
6,

39
0,

19
7

1,
12

4,
03

0,
32

1,
15

8,
1

0,
07

0,
00

0*
D

S
Z

21
 5

02
32

6 
50

2,
5

20
5

60
3,

34
43

84
,0

9
10

7,
48

42
40

0,
08

46
1 

12
8,

4
40

6,
45

0,
00

0*
D

O
A

18
 6

61
19

5 
97

3,
6

25
7

1 
73

5,
82

17
31

2,
89

22
0,

53
35

58
5

27
5 

78
0,

3
34

0,
95

0,
00

0*
L

3
2,

35
1

6,
89

0,
95

5
3,

96
9,

29
1,

57
0,

74
1,

9
0,

45
0,

00
0*

Z
/A

56
,3

51
67

3,
82

0,
88

1
0,

62
0,

56
0,

55
11

2,
08

95
0,

39
1,

31
0,

00
0*

Z
/E

B
IT

D
A

−2
23

,4
3

5 
71

9,
61

0,
80

−
0,

81
10

3,
05

2,
58

−
44

6,
08

8 
08

8,
15

−2
,2

8
0,

00
0*

A
/Z

5,
51

0
34

,6
1,

13
6

7,
03

37
,4

9
1,

82
3,

98
31

,4
3

0,
77

0,
00

0*
N

M
/A

0,
36

4
0,

27
0,

32
5

0,
29

0,
23

0,
23

0,
44

0,
28

0,
42

0,
00

0*
P

H
/T

−
0,

04
7

2,
29

0,
15

0
0,

23
0,

67
0,

24
-0

,3
3

3,
15

0,
06

0,
00

0*
E

B
IT

D
A

/A
−

4,
60

7
21

1,
09

0,
04

0,
21

0,
36

0,
15

-9
,4

3
29

8,
68

−
0,

1
0,

00
0*

P
K

/V
I

1,
25

8
14

,5
1

0,
91

0
0,

54
4,

45
0,

82
1,

97
20

,0
2

0,
98

0,
07

86
Z

/V
I

2,
42

2
31

,11
0,

37
3

1,
41

29
0,

9
3,

43
33

,1
−1

,3
4

0,
06

78
N

O
P

A
T

/V
I

0,
51

2
3,

18
0,

25
1

0,
4

1,
29

0,
23

0,
62

4,
3

0,
31

0,
21

26
Z

is
k

/Z
3,

46
5

87
,6

2
0,

00
3

0,
64

4,
08

0,
13

6,
28

12
3,

87
−

0,
13

0,
00

0*
P

H
/O

M
28

,7
62

61
8,

89
0,

31
5

0,
66

0,
74

0,
47

56
,8

7
87

5,
01

0,
08

0,
00

0*
F

Ú
/K

Z
1,

89
9

14
,7

2
0,

06
6

3,
67

20
,6

6
0,

48
0,

12
0,

99
0,

01
0,

00
0*

E
B

IT
/A

−2
2,

85
9

31
2,

49
0,

01
3

0,
16

0,
4

0,
1

−
45

,8
8

44
1,

06
−

0,
14

0,
00

0*
P

K
/N

M
−

61
2,

2
9 

08
2,

94
0,

16
7,

22
22

,2
1,

45
−1

 2
31

,6
6

12
 8

25
,0

7
−

0,
78

0,
00

0*
K

Z
/T

22
,7

33
31

7,
52

0,
41

8
0,

9
6,

04
0,

2
44

,5
7

44
8,

28
0,

9
0,

00
0*

D
IK

P
6 

84
0,

5
91

 0
16

,3
9

73
,8

30
5,

66
3 

03
5,

91
65

,9
3

13
 3

75
,3

1
12

8 
44

6,
5

96
,4

1
0,

25
63

Z
is

k
/P

H
17

,4
08

50
3,

12
0,

19
8

1,
34

17
,7

0,
27

33
,4

8
71

1,
47

0,
01

0,
06

75
P

K
/A

−
93

,6
4

1 
 6

42
,6

3
0,

06
0,

27
0,

54
0,

32
−1

87
,5

4
23

21
−

0,
34

0,
00

0*
K

Z
/A

94
,3

3
16

42
,6

3
0,

58
0,

48
0,

51
0,

36
18

8,
18

23
21

0,
97

0,
00

0*
C

F
/P

H
18

,3
62

50
2,

41
0,

37
9

1,
22

14
,2

9
0,

44
35

,5
71

0,
49

0,
21

0,
12

59

Po
zn

ám
ka

: *
p

-h
od

no
ty

 U
 te

st
u,

 k
to

ré
 s

ú 
št

at
is

tic
ky

 v
ýz

na
m

né
 n

a 
hl

ad
in

e 
vý

zn
am

no
st

i α
 =

 0
,0

5
Zd

ro
j: 

 v
la

st
né

 s
pr

ac
ov

an
ie



706 Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

P
rí

lo
h

a
 5

 |
 K

o
re

la
č

n
á

 m
a

ti
c

a
 f

in
á

ln
e

h
o

 s
ú

b
o

ru
 p

re
m

e
n

n
ý

c
h

D
S

Z
L

3
Z

/E
B

IT
D

A
A

/Z
N

M
/A

P
H

/T
Z

is
k

/A
F

Ú
/K

Z
E

B
IT

/A
Z

/T
P

K
/A

K
Z

/A

D
S

Z
1,

00

L
3

−
0,

02
(0

,6
05

)
1,

00

Z
/E

B
IT

D
A

0,
00

(0
,9

95
)

0,
01

(0
,7

44
)

1,
00

A
/Z

−
0,

01
(0

,8
16

)
0,

27
(0

,0
0)

*
0,

01
(0

,8
75

)
1,

00

N
M

/A
0,

09
(0

,0
19

)
−

0,
06

(0
,11

5)
−

0,
01

(0
,8

07
)

0,
13

(0
,0

0)
*

1,
00

P
H

/T
0,

02
(0

,6
68

)
0,

05
(0

,1
71

)
0,

00
(0

,9
90

)
0,

02
(0

,6
28

)
−

0,
01

(0
,8

76
)

1,
00

Z
is

k
/A

0,
00

(0
,9

46
)

0,
00

(0
,9

44
)

0,
00

(0
,9

69
)

0,
20

(0
,0

0)
*

0,
00

(0
,9

24
)

0,
01

(0
,7

44
)

1,
00

F
Ú

/K
Z

−
0,

01
(0

,8
29

)
0,

30
(0

,0
0)

*
0,

01
(0

,8
97

)
0,

26
(0

,0
0)

*
−

0,
04

(0
,3

34
)

0,
02

(0
,6

36
)

0,
03

(0
,4

99
)

1,
00

E
B

IT
/A

0,
00

(0
,9

65
)

0,
03

(0
,5

22
)

0,
00

(0
,9

43
)

0,
01

(0
,7

60
)

−
0,

01
(0

,7
11

)
0,

01
(0

,8
32

)
0,

01
(0

,8
76

)
0,

01
(0

,8
07

)
1,

00

Z
/T

0,
29

(0
,0

0)
*

−
0,

02
(0

,6
16

)
0,

00
(0

,9
98

)
−

0,
01

(0
,8

03
)

0,
01

(0
,8

06
)

−
0,

05
(0

,2
08

)
0,

00
(0

,9
41

)
−

0,
01

(0
,8

15
)

0,
00

(0
,9

39
)

1,
00

P
K

/A
0,

00
(0

,9
41

)
0,

02
(0

,6
19

)
0,

00
(0

,9
59

)
0,

01
(0

,8
16

)
−

0,
01

(0
,7

40
)

0,
00

(0
,9

94
)

0,
01

(0
,8

32
)

0,
01

(0
,8

50
)

0,
35

(0
,0

0)
*

0,
00

(0
,9

33
)

1,
00

K
Z

/A
0,

00
(0

,9
41

)
−

0,
02

(0
,6

19
)

0,
00

(0
,9

58
)

−
0,

01
(0

,8
15

)
0,

01
(0

,7
43

)
0,

00
(0

,9
93

)
−

0,
01

(0
,8

31
)

−
0,

01
(0

,8
49

)
−

0,
35

(0
,0

0)
*

0,
00

(0
,9

32
)

−
0,

10
(0

,0
0)

*
1,

00

Zd
ro

j: 
 v

la
st

né
 s

pr
ac

ov
an

ie



707Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

Literatúra

Acosta-González, E., Fernández-Rodríguez, F. (2014). Forecasting Financial Failure of Firms Via 
Genetic Algorithms. Computational Economics, 43(2), 133–157, https://doi.org/10.1007/
s10614-013-9392-9

Altman, E. I. (1968). Financial Ratios, Discriminant Analysis and the Prediction of 
Corporate Bankruptcy. The Journal of Finance, 23(4), 589–609, https://doi.
org/10.1111/j.1540-6261.1968.tb00843.x

Back, B., Laitinen, T., Sere, K. (1996). Neural Networks and Genetic Algorithms for Bankruptcy 
Predictions. Expert Systems with Applications, 11(4), 407–413, https://doi.org/10.1016/
S0957-4174(96)00055-3

Brabazon, A., Keenan, P. B. (2004). A Hybrid Genetic Model for the Prediction of Corporate 
Failure. Computational Management Science, 1(3), 293–310, https://doi.org/10.1007/
s10287-004-0017-6

Corder, G. W., Foreman, D. I. (2014). Nonparametric Statistics. A Step-by-Step Approach. Hoboken: 
John Wiley & Sons. ISBN 978-1-118-84031-3.

Delina, R., Packová, M. (2013). Validácia predikcných bankrotových modelov v podmienkach 
SR. E+ M Ekonomie a Management, 16(3), 101–112.

Du, K. L., Swamy, N. S. (2014). Neural Networks and Statistical Learning. London: Springer-Verlag. 
ISBN 978-14-471-5571-3.

du Jardin, P. (2016). A Two-stage Classification Technique for Bankruptcy Prediction. European 
Journal of Operational Research, 254(1), 236–252, https://doi.org/10.1016/j.
ejor.2016.03.008

Fidrmuc, J., Hainz, C. (2010). Default Rates in the Loan Market for SMEs: Evidence from 
Slovakia. Economic Systems, 34(2), 133–147, https://doi.org/10.1016/j.ecosys.2009.10.002

Fedorova, E., Gilenko, E., Dovzhenko, S. (2013). Bankruptcy Prediction for Russian Companies: 
Application of Combined Classifiers. Expert Systems with Applications, 40(18), 7285–7293, 
https://doi.org/10.1016/j.eswa.2013.07.032

Finlay, S. (2009). Are We Modelling the Right Thing? The Impact of Incorrect Problem 
Specification in Credit Scoring. Expert Systems with Applications, 36(5), 9065–9071, 
https://doi.org/10.1016/j.eswa.2008.12.016

Gavurova, B., Packova, M., Misankova, M., Smrcka, L. (2017). Predictive Potential and Risks 
of Selected Bankruptcy Prediction Models in the Slovak Business Environment. Journal 
of Business Economics and Management, 18(6), 1156–1173, https://doi.org/10.3846/16111
699.2017.1400461

Gordini, N. (2014). A Genetic Algorithm Approach for SMEs Bankruptcy Prediction: Empirical 
Evidence from Italy. Expert Systems with Applications, 41(14), 6433–6445, https://doi.
org/10.1016/j.eswa.2014.04.026

Gorzałczany, M. B., Rudziński, F. (2016). A Multi-objective Genetic Optimization for Fast, Fuzzy 
Rule-based Credit Classification with Balanced Accuracy and Interpretability. Applied Soft 
Computing, 40, 206–220, https://doi.org/10.1016/j.asoc.2015.11.037

Gunther, F., Fritsch, S. (2010). Neuralnet. Training of Neural Networks. The R Journal, 2(1), 30–38.

Hair, J. F. a kol. (2014). Multivariate Data Analysis. Essex: Pearson Education Limited. 
ISBN 978-12-9202-190-4.

Haupt, R. L., Haupt, S. E. (2004). Practical Genetic Algorithms. 2. vydanie. New Jersey: John Wiley 
& Sons.  ISBN 0-471-45565-2.



708 Politická ekonomie, 2018, 66(6), 689 – 708, https://doi.org/10.18267/j.polek.1226

Kovacova, M., Kliestik, T. (2017). Logit and Probit application for the Prediction of Bankruptcy in 
Slovak Companies. Equilibrium. Quarterly Journal of Economics and Economic Policy, 12(4), 
775–791, https://doi.org/10.24136/eq.v12i4.40

Li, H., Sun, J., & Wu, J. (2010). Predicting Business Failure Using Classification and Regression 
Tree: An Empirical Comparison with Popular Classical Statistical Methods and Top 
Classification Mining Methods. Expert Systems with Applications, 37(8), 5895–5904, 
https://doi.org/10.1016/j.eswa.2010.02.016

Liang, D., Lu, C. C., Tsai, C. F., Shih, G. A. (2016). Financial Ratios and Corporate Governance 
Indicators in Bankruptcy Prediction: A Comprehensive Study. European Journal 
of Operational Research, 252(2), 561–572, https://doi.org/10.1016/j.ejor.2016.01.012

Marques, A. I., García, V., Sánchez, J. S. (2013). A Literature Review on the Application 
of Evolutionary Computing to Credit Scoring. Journal of the Operational Research 
Society, 64(9), 1384–1399, https://doi.org/10.1057/jors.2012.145

Mihalovič, M. (2015). The Assessment of Corporate Financial Performance Via Discriminant 
Analysis. Acta oeconomica Cassoviensia : Scientific Journal, 8(1), 57–69.

Min, S. H., Lee, J., Han, I. (2006). Hybrid Genetic Algorithms and Support Vector Machines for 
Bankruptcy Prediction. Expert Systems with Applications, 31(3), 652–660, 
https://doi.org/10.1016/j.eswa.2005.09.070

Odom, M. D., Sharda, R. (1990). A Neural Network Model for Bankruptcy Prediction. In Neural 
Networks, 1990., 1990 IJCNN International Joint Conference on (pp. 163–168). IEEE. 
https://doi.org/10.1109/IJCNN.1990.137710

Ohlson, J. A. (1980). Financial Ratios and the Probabilistic Prediction of Bankruptcy. Journal 
of Accounting Research, 18(1), 109–131, https://doi.org/10.2307/2490395

Olson, D. L., Delen, D., Meng, Y. (2012). Comparative Analysis of Data Mining Methods 
for Bankruptcy Prediction. Decision Support Systems, 52(2), 464–473, https://doi.
org/10.1016/j.dss.2011.10.007

Oreski, S., Oreski, G. (2014). Genetic Algorithm-based Heuristic for Feature Selection in Credit 
Risk Assessment. Expert Systems with Applications, 41(4), 2052–2064, 
https://doi.org/10.1016/j.eswa.2013.09.004

Ramachandran, K. M., Tsokos, CH. P. (2009). Mathematical Statistics with Applications. London: 
Elsevier Academic Press. ISBN 978-0-12-374848-5.

Shin, K. S., Lee, Y. J. (2002). A Genetic Algorithm Application in Bankruptcy Prediction 
Modeling. Expert Systems with Applications, 23(3), 321–328, https://doi.org/10.1016/
S0957-4174(02)00051-9

Sun, J., Li, H., Huang, Q. H., He, K. Y. (2014). Predicting Financial Distress and Corporate 
Failure: A Review from the State-of-the-art Definitions, Modeling, Sampling, and 
Featuring Approaches. Knowledge-Based Systems, 57, 41–56, https://doi.org/10.1016/j.
knosys.2013.12.006

Zięba, M., Tomczak, S. K., Tomczak, J. M. (2016). Ensemble Boosted Trees with Synthetic Features 
Generation in Application to Bankruptcy Prediction. Expert Systems with Applications, 58, 
93–101, https://doi.org/10.1016/j.eswa.2016.04.001



<<
  /ASCII85EncodePages false
  /AllowTransparency false
  /AutoPositionEPSFiles true
  /AutoRotatePages /None
  /Binding /Left
  /CalGrayProfile (Dot Gain 20%)
  /CalRGBProfile (sRGB IEC61966-2.1)
  /CalCMYKProfile (U.S. Web Coated \050SWOP\051 v2)
  /sRGBProfile (sRGB IEC61966-2.1)
  /CannotEmbedFontPolicy /Error
  /CompatibilityLevel 1.4
  /CompressObjects /Tags
  /CompressPages true
  /ConvertImagesToIndexed true
  /PassThroughJPEGImages true
  /CreateJobTicket false
  /DefaultRenderingIntent /Default
  /DetectBlends true
  /DetectCurves 0.0000
  /ColorConversionStrategy /CMYK
  /DoThumbnails false
  /EmbedAllFonts true
  /EmbedOpenType false
  /ParseICCProfilesInComments true
  /EmbedJobOptions true
  /DSCReportingLevel 0
  /EmitDSCWarnings false
  /EndPage -1
  /ImageMemory 1048576
  /LockDistillerParams false
  /MaxSubsetPct 100
  /Optimize true
  /OPM 1
  /ParseDSCComments true
  /ParseDSCCommentsForDocInfo true
  /PreserveCopyPage true
  /PreserveDICMYKValues true
  /PreserveEPSInfo true
  /PreserveFlatness true
  /PreserveHalftoneInfo false
  /PreserveOPIComments true
  /PreserveOverprintSettings true
  /StartPage 1
  /SubsetFonts true
  /TransferFunctionInfo /Apply
  /UCRandBGInfo /Preserve
  /UsePrologue false
  /ColorSettingsFile ()
  /AlwaysEmbed [ true
  ]
  /NeverEmbed [ true
  ]
  /AntiAliasColorImages false
  /CropColorImages true
  /ColorImageMinResolution 300
  /ColorImageMinResolutionPolicy /OK
  /DownsampleColorImages true
  /ColorImageDownsampleType /Bicubic
  /ColorImageResolution 300
  /ColorImageDepth -1
  /ColorImageMinDownsampleDepth 1
  /ColorImageDownsampleThreshold 1.50000
  /EncodeColorImages true
  /ColorImageFilter /DCTEncode
  /AutoFilterColorImages true
  /ColorImageAutoFilterStrategy /JPEG
  /ColorACSImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /ColorImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /JPEG2000ColorACSImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /JPEG2000ColorImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /AntiAliasGrayImages false
  /CropGrayImages true
  /GrayImageMinResolution 300
  /GrayImageMinResolutionPolicy /OK
  /DownsampleGrayImages true
  /GrayImageDownsampleType /Bicubic
  /GrayImageResolution 300
  /GrayImageDepth -1
  /GrayImageMinDownsampleDepth 2
  /GrayImageDownsampleThreshold 1.50000
  /EncodeGrayImages true
  /GrayImageFilter /DCTEncode
  /AutoFilterGrayImages true
  /GrayImageAutoFilterStrategy /JPEG
  /GrayACSImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /GrayImageDict <<
    /QFactor 0.15
    /HSamples [1 1 1 1] /VSamples [1 1 1 1]
  >>
  /JPEG2000GrayACSImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /JPEG2000GrayImageDict <<
    /TileWidth 256
    /TileHeight 256
    /Quality 30
  >>
  /AntiAliasMonoImages false
  /CropMonoImages true
  /MonoImageMinResolution 1200
  /MonoImageMinResolutionPolicy /OK
  /DownsampleMonoImages true
  /MonoImageDownsampleType /Bicubic
  /MonoImageResolution 1200
  /MonoImageDepth -1
  /MonoImageDownsampleThreshold 1.50000
  /EncodeMonoImages true
  /MonoImageFilter /CCITTFaxEncode
  /MonoImageDict <<
    /K -1
  >>
  /AllowPSXObjects false
  /CheckCompliance [
    /None
  ]
  /PDFX1aCheck false
  /PDFX3Check false
  /PDFXCompliantPDFOnly false
  /PDFXNoTrimBoxError true
  /PDFXTrimBoxToMediaBoxOffset [
    0.00000
    0.00000
    0.00000
    0.00000
  ]
  /PDFXSetBleedBoxToMediaBox true
  /PDFXBleedBoxToTrimBoxOffset [
    0.00000
    0.00000
    0.00000
    0.00000
  ]
  /PDFXOutputIntentProfile ()
  /PDFXOutputConditionIdentifier ()
  /PDFXOutputCondition ()
  /PDFXRegistryName ()
  /PDFXTrapped /False

  /CreateJDFFile false
  /Description <<

    /BGR <>
    /CHS <FEFF4f7f75288fd94e9b8bbe5b9a521b5efa7684002000410064006f006200650020005000440046002065876863900275284e8e9ad88d2891cf76845370524d53705237300260a853ef4ee54f7f75280020004100630072006f0062006100740020548c002000410064006f00620065002000520065006100640065007200200035002e003000204ee553ca66f49ad87248672c676562535f00521b5efa768400200050004400460020658768633002>
    /CHT <FEFF4f7f752890194e9b8a2d7f6e5efa7acb7684002000410064006f006200650020005000440046002065874ef69069752865bc9ad854c18cea76845370524d5370523786557406300260a853ef4ee54f7f75280020004100630072006f0062006100740020548c002000410064006f00620065002000520065006100640065007200200035002e003000204ee553ca66f49ad87248672c4f86958b555f5df25efa7acb76840020005000440046002065874ef63002>
    /CZE <>
    /DAN <>
    /DEU <>
    /ESP <>
    /ETI <>
    /FRA <>
    /GRE <>

    /HRV (Za stvaranje Adobe PDF dokumenata najpogodnijih za visokokvalitetni ispis prije tiskanja koristite ove postavke.  Stvoreni PDF dokumenti mogu se otvoriti Acrobat i Adobe Reader 5.0 i kasnijim verzijama.)
    /HUN <>
    /ITA <>
    /JPN <FEFF9ad854c18cea306a30d730ea30d730ec30b951fa529b7528002000410064006f0062006500200050004400460020658766f8306e4f5c6210306b4f7f75283057307e305930023053306e8a2d5b9a30674f5c62103055308c305f0020005000440046002030d530a130a430eb306f3001004100630072006f0062006100740020304a30883073002000410064006f00620065002000520065006100640065007200200035002e003000204ee5964d3067958b304f30533068304c3067304d307e305930023053306e8a2d5b9a306b306f30d530a930f330c8306e57cb30818fbc307f304c5fc59808306730593002>
    /KOR <FEFFc7740020c124c815c7440020c0acc6a9d558c5ec0020ace0d488c9c80020c2dcd5d80020c778c1c4c5d00020ac00c7a50020c801d569d55c002000410064006f0062006500200050004400460020bb38c11cb97c0020c791c131d569b2c8b2e4002e0020c774b807ac8c0020c791c131b41c00200050004400460020bb38c11cb2940020004100630072006f0062006100740020bc0f002000410064006f00620065002000520065006100640065007200200035002e00300020c774c0c1c5d0c11c0020c5f40020c2180020c788c2b5b2c8b2e4002e>
    /LTH <>
    /LVI <>
    /NLD (Gebruik deze instellingen om Adobe PDF-documenten te maken die zijn geoptimaliseerd voor prepress-afdrukken van hoge kwaliteit. De gemaakte PDF-documenten kunnen worden geopend met Acrobat en Adobe Reader 5.0 en hoger.)
    /NOR <>
    /POL <>
    /PTB <>
    /RUM <>
    /RUS <>
    /SKY <>
    /SLV <>
    /SUO <>
    /SVE <>
    /TUR <>
    /UKR <>
    /ENU (Use these settings to create Adobe PDF documents best suited for high-quality prepress printing.  Created PDF documents can be opened with Acrobat and Adobe Reader 5.0 and later.)
  >>
  /Namespace [
    (Adobe)
    (Common)
    (1.0)
  ]
  /OtherNamespaces [
    <<
      /AsReaderSpreads false
      /CropImagesToFrames true
      /ErrorControl /WarnAndContinue
      /FlattenerIgnoreSpreadOverrides false
      /IncludeGuidesGrids false
      /IncludeNonPrinting false
      /IncludeSlug false
      /Namespace [
        (Adobe)
        (InDesign)
        (4.0)
      ]
      /OmitPlacedBitmaps false
      /OmitPlacedEPS false
      /OmitPlacedPDF false
      /SimulateOverprint /Legacy
    >>
    <<
      /AddBleedMarks false
      /AddColorBars false
      /AddCropMarks false
      /AddPageInfo false
      /AddRegMarks false
      /ConvertColors /ConvertToCMYK
      /DestinationProfileName ()
      /DestinationProfileSelector /DocumentCMYK
      /Downsample16BitImages true
      /FlattenerPreset <<
        /PresetSelector /MediumResolution
      >>
      /FormElements false
      /GenerateStructure false
      /IncludeBookmarks false
      /IncludeHyperlinks false
      /IncludeInteractive false
      /IncludeLayers false
      /IncludeProfiles false
      /MultimediaHandling /UseObjectSettings
      /Namespace [
        (Adobe)
        (CreativeSuite)
        (2.0)
      ]
      /PDFXOutputIntentProfileSelector /DocumentCMYK
      /PreserveEditing true
      /UntaggedCMYKHandling /LeaveUntagged
      /UntaggedRGBHandling /UseDocumentProfile
      /UseDocumentBleed false
    >>
  ]
>> setdistillerparams
<<
  /HWResolution [2400 2400]
  /PageSize [612.000 792.000]
>> setpagedevice


